
机器学习：凸优化(Convex Optimization)  

Copyright: Jingmin Wei, Automation - Pattern Recognition and Intelligent System, School of Artificial 
Intelligence and Automation, Huazhong University of Science and Technology

Copyright: Jingmin Wei, Computer Science - Artificial Intelligence, Department of Computer Science, 
Viterbi School of Engineering, University of Southern California

机器学习：凸优化(Convex Optimization)
1. 函数凹凸性
2. 常规数值优化算法的问题
3. 凸集( )
4. 凸优化问题
5. 机器学习中的凸优化问题

求解⼀般的最优化问题的全局最优解通常有⼀定困难，⾄少会⾯临局部极值点或者是鞍点的问题。但是如果对于优化
问题加以约束条件限定，则可以有效的避免这些问题，保证算法⼀定能求得全局极值点。

典型的限定问题为凸优化问题。前⾯我们学习过的线性回归(第四章)，  回归(第五章)，带约束的⽀撑向量机
(第六章)，以及神经⽹络中常⽤的  回归(第五章)，都是典型的凸优化问题。

1. 函数凹凸性  

⾸先复习⼀下第三章的内容：

对于函数  ，对于其定义域内的任意两点  ，以及任意的实数  ，都有：

则函数为凸函数。如果上式满⾜  ，则为严格凸函数。(曲线/曲⾯向下凸)

对于函数  ，对于其定义域内的任意两点  ，以及任意的实数  ，都有：

则函数为凹函数。如果上式满⾜  ，则为严格凹函数。(曲线/曲⾯向上凸)

对多元函数，假设  ⼆阶可导，  为凸函数的充要条件是：  。

对多元函数，假设  ⼆阶可导，如果对应的⿊塞矩阵半正定(  ；或者  的特征值均⾮负)，则为凸函
数；如果⿊塞矩阵正定(  ；或者  的特征值均为正)，则为严格凸函数。凹函数为对应的⿊塞矩阵半负定...



2. 常规数值优化算法的问题  

基于导数的数值优化算法判断收敛的依据是梯度为  ，但是梯度为  只是函数取得局部极值的必要条件⽽⾮充分条
件，更不是函数取得全局极值的充分条件。因此，这类算法⾯临了如下问题：

1. ⽆法收敛到梯度为  的点，此时算法不收敛。
2. 能够收敛到梯度为  的点，但该点的⿊塞矩阵为⾮正定。因此这只是个鞍点，不是局部极值点。
3. 能够收敛到梯度为  的点，该点的⿊塞矩阵正定。这是局部极值点，但不⼀定是全局的极值点。

对于  ，如果以  作为初始迭代点，最后会陷⼊鞍点  。该点梯度为  ，⿊塞矩阵为  

，该矩阵特征值为  ，⿊塞矩阵不定，不是极值点。

相⽐鞍点，判断⼀个局部极值点是否是全局极值点更为困难，⽬标函数可能存在多个局部极值。需要找到所有的局部
极值然后⽐较，通常这是⼀个  难的问题。梯度下降法及其变种，具有⼀定的摆脱局部极⼩值和鞍点的能⼒。

3. 凸集( )  

对于  维空间中的点集  ，如果对该集合中的任何两点  ，以及实数  ，都有：

则该集合为凸集。直观上⽽⾔，凸集的形状都是凸的，没有凹进去的地⽅。把集合中的任何两点⽤直线连接，线段上
的所有点都属于该集合。

 称为点  的凸组合。下⾯列举⼀些常⻅的凸集：

1.  维实向量空间  是凸集。显然如果  ，则有：

2.给定  和  ，仿射⼦空间是⾮⻬次线性⽅程组的解，也是凸集：

3.由⼀组线性等式约束条件定义的可⾏域是凸集。假设  并且  ，对于任意的  
，有：

4.多⾯体也是凸集，定义为如下线性不等式组定义的向量的集合：

对于  并且  ，有：

5.由 4. 推导得到：由线性不等式约束条件定义的可⾏域是凸集。

实际优化问题中，等式和不等式的约束通常是线性的，因此它们确定的可⾏域是凸集。



6.多个凸集的交集也是凸集。假设凸集  的交集为  。对于任意的点  ，

有：

这个结论意味着，如果每个等式或者不等式的约束条件的集合如果都是凸集，那么这些条件联合起来定义的集合也是
凸集。

ps: 凸集的并集不是凸集。

7.给定⼀个凸函数  以及实数  ，此函数的  下⽔平集(  )定义为函数值⼩于等于  的点构成的
集合：

 为  定义域。对于  满⾜  。对于  ，根据凸函数定义有：

即  也属于该下⽔平集，因此下⽔平集是凸集。例如：对于凸函数  ，如果  
，则下⽔平集  为单位圆，凸集。

如果  不是凸函数，则不能保证下⽔平集是凸集。对于下⾯的凹函数  ，如果  ，则下
⽔平集  为⼆维空间除去单位圆的区域，为⾮凸集。

这⼀结论⽤于，我们需要确保优化问题中的⼀些不等式约束条件定义的可⾏域，是凸集。

4. 凸优化问题  

如果⼀个最优化问题的可⾏域是凸集且⽬标函数是凸函数，则称该问题为凸优化问题。凸优化问题要求⽬标函数是凸
函数，且优化变量的可⾏域是凸集，其形式为：

其中  为优化变量，  为凸⽬标函数，  是优化变量的可⾏域，为凸集。其另⼀种表达形式为：

⽀撑向量机的原问题就采⽤了这样的表达⽅式。

其中  是不等式约束函数，为凸函数；  是等式约束函数，为仿射(线性函数。  的不等式⽅向⾮常重
要，前⽂已经提到，⼀个凸函数的  下⽔平集为凸集，⼀个凹函数则不成⽴。



这些不等式共同定义的可⾏域是⼀组凸集的交集，仍然是凸集。通过将⼤于或等于号形式的不等式同时乘以  ，可
以把不等式统⼀写成⼩于或等于的形式。前⾯已经证明仿射空间是凸集，因此加上这些等式约束后还是凸集，需要强
调的是，如果等式约束不是仿射函数，那么通常⽆法保证其定义的可⾏域是凸集。例如等式约束  
确定的可⾏域是三维空间的球⾯，显然不是凸集。

上⾯的定义也给出了证明⼀个最优化问题是凸优化问题的⼀般性⽅法，即证明⽬标函数是凸函数，证明⽬标丽数是凸
函数的⽅法前⽂已经介绍。

对于凸优化问题，所有局部最优解⼀定是全局最优解。这个特性可以保证在求解时不会陷⼊局部极值问题， 如果找到
了问题的⼀个局部最优解，则它⼀定也是全局最优解，这极⼤地简化了问题的求解。下⾯采⽤反证法证明此结论。

假设⼀个解是局部最优解但不是全局最优解，则存在⼀个可⾏解  ，满⾜

根据局部最优解的定义，对于给定的邻域半径  ，不存在满⾜  并且  的点  。选择⼀个
点，令：

其中，  ，则有：

即该点在  的  邻域内。根据凸函数的性质以及前⾯的假设  有

这与  是局部最优解⽭盾。即如果⼀个局部最优解不是全局最优解，在它的任何邻域内还可以找到函数值⽐该点函数
值更⼩的点，这与该点是局部最优解⽭盾。

之所以凸优化问题的定义要求且标函数是凸函数，并且优化变量的可⾏域是凸集，是因为缺少其中任何⼀个条件都不
能保证局部最优解是全局最优解。下⾯来看两个反例。

可⾏域是凸集，⽬标函数不是凸函数。显然，此⾮凸函数存在多个局部极⼩值点，但只有⼀个是全局极⼩值点。
可⾏域不是凸集，⽬标函数是凸函数。 可⾏域不是凸集，中间有断裂，⽬标函数是凸函数。左边和右边的曲线各
有⼀个局部极⼩值点，分别为  ，不能保证局部极⼩值就是全局极⼩值。可以很容易把这个例⼦
推⼴到三维空间⾥的⼆元函数(曲⾯)。



由于凸函数的⿊塞矩阵是半正定的，不存在鞍点，因此凸优化问题也不会出现鞍点问题。

5. 机器学习中的凸优化问题  

下⾯介绍机器学习中典型的凸优化问题。对于这些问题，优化算法可以保证找到全局极值点，因此训练时的收敛性是
有保证的。

这些凸优化问题前⽂已经详细阐述过，此处不再赘述。

线性回归：

可以对该损失函数求⼆阶导，证明其⿊塞矩阵为半正定函数，因此这是⼀个凸函数。

 回归：

可以证明，交叉熵函数的⼆阶⿊塞矩阵半正定，该⽬标函数是凸函数。

⽀撑向量机：

软间隔⽀撑向量机(带约束修正)的公式如下：



在⽀撑向量机⼀章中详细分析过，⽬标函数的⿊塞矩阵是  阶单位矩阵  ，是严格正定矩阵，因此⽬标函数是凸函
数。可⾏域是线性不等式围成的区域，因此是⼀个凸集。这个最优化问题是⼀个凸优化问题。

 回归：

⾮凸优化问题：神经⽹络

在常⽤的机器学习算法中，⽬标函数不是凸函数的典型代表是神经⽹络。

假设神经⽹络使⽤的是均⽅误差：

 是神经⽹络实现的⾮线性映射，  是所有层的权重和偏置的参数集合，这是⼀个不带约束条件的优化问题，训
练时⽆法保证收敛到局部极值点，更⽆法保证收敛到全局最优解，会⾯临局部极值和鞍点问题。

常⻅的神经⽹络中的优化算法变种可参考Lesson 3 优化⽅法基础。

更详细的凸优化知识请⾃⾏翻阅相关资料。
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